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Problem

● GNN은 그래프 구조 데이터를 처리하는데 좋은 성능을 내는 머신러닝 모델
● 하지만 bottleneck, oversquashing, oversmoothing등 성능 저하를 일으키는 현상이 

있음
● 이 논문에서는 oversmoothing을 완화하여 모델의 성능을 높이고자 함
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Preliminaries - Graph

● 그래프란 연결 구조를 표현하는데 적합한 자료구조
● 개체를 나타내는 정점과 연결을 나타내는 에지로 구성
● 여러가지 속성 존재 - 정점의 경우 개체의 속성을 나타내는 여러가지 값(문자열, 숫자 등)

이 될 수 있으며, 에지의 경우 연결의 성격을 나타내는 값(방향성, 가중치, 거리 등)이 
있을 수 있음

● 본 논문은 비방향성 연결 그래프에서 노드에게만 속성이 존재하는 그래프를 다룸
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Preliminaries - Graph

● 그래프의 특성을 가지고 여러가지 문제를 만들 수 있음
● Node Classification - 새로운 노드가 들어올때 (혹은 기존 노드의 클래스를 

마스킹하고서) 그 노드의 클래스를 그래프의 정보를 이용해 추정함
● Node Regression - 노드의 Feature를 Regression 할 수 있는 모델을 학습함
● Edge Prediction - 그래프의 분포를 바탕으로 잘못된 에지를 제거하거나 누락된 에지를 

추가함
● Graph Classification - 객체를 그래프로 표현한 데이터의 경우 그래프가 어떤 객체인지 

분류하는 문제가 됨
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Preliminaries - Homophilic vs Heterophilic

● 그래프의 에지가 다른 클래스의 노드를 연결하는 경우가 많으면 그래프는 
Heterophilic임

● 반대로, 에지가 같은 클래스의 노드를 연결하는 경우가 많으면 그래프는 Homophilic임
● 이를 측정하는 다양한 measure가 존재함
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Preliminaries - GNN

● 그래프의 문제를 해결하는데 여러 방법이 있고, 다른 분야에서 딥러닝이 강력한 성능을 
내자 그래프 문제 또한 딥러닝 모델로 해결될 것이라 기대함

● 그래프의 특성 - non euclidean data 이기에 기존 모델을 직접 적용하지 못함
● 초기에는 그래프 스펙트럼 분석 개념을 이용하는 Spectral 모델이 만들어짐
● 최근은 그래프의 연결을 통해 직접 feature를 전달하는 Spacial 모델로 전환
● Spacial 모델은 특징 전파의 특징 때문에 MPNN이라고도 불림
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Preliminaries - GCN

● 대표적인 GNN/MPNN 모델
● 전파의 가중치가 Degree와 연결을 기반으로 정해짐
● 주변 노드와 자신의 노드의 값을 이용해 다음 레이어로 출력하는 Feature를 계산하는 

것이 Convolution과 유사함
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Preliminaries - Oversmoothing

● Oversmoothing은 GNN 레이어가 깊어질 수록 출력되는 노드들의 feature가 하나의 
값으로 모이는 현상

● 이를 정량적으로 평가하기 위해 저자는 Dirichlet Energy를 사용
● Dirichlet Energy는 이웃과의 평균 거리의 합으로 정의함
● Dirichlet Energy가 지수적으로 감소하거나 지수보다 빠르게 감소하면 

Oversmoothing이 발생한다고 할 수 있음
● heterophilic 그래프는 homophilic 그래프 대비 oversmoothing이 더 잘 발생함
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Gradient Gating

● Gradient Gating의 직관은 다음 생각으로부터 출발했다.
● Residual MPNN의 일반적인 모델은 다음과 같다.
●
● 이 모델에서 모든 노드는 동일한 속도로 가중치를 갱신한다.
● 하지만 노드에 따라 받는 정보량이 다르기 때문에 갱신 속도 또한 달라질 필요가 있을 

것이다.
● 그래서 갱신할 때 각 노드마다 다른 rate를 적용하는 모델을 생각함
●
● T는 각 노드 피쳐를 얼마나 업데이트할 지 결정하는 행렬
● X와 같은 차원을 가지며 [0,1]의 값을 가지며, 요소별 곱을 적용함
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Gradient Gating

● 이때 T를 고정하지 않고 노드 feature와 연결로부터 T를 학습하도록 구성함
●
● 이 모델이 반드시 oversmoothing을 방지하지 않으므로 제약을 추가함
● 핵심은 T의 값을 설정할 때 Dirichlet Energy를 이용함
● 만약 해당 노드의 Dirichlet Energy가 0에 가까워지면 이를 더 이상 업데이트 하면 안됨
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Gradient Gating

● 이때 그래프의 Dirichlet Energy는 그래디언트의 합으로도 해석할 수 있음
●
● Gradient Gating - 그래디언트를 통해 정보의 전파를 차단한다는 의미
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Experiments

● 다음 질문들에 대해 실험을 함
● G2가 Oversmoothing을 완화하는가?
● G2가 Node Classification을 할때 Oversmoothing을 완화하는가?
● G2가 Node Regression을 할때 Oversmoothing을 완화하는가?
● G2가 Homophily가 다를 때 어떠한 영향을 끼치는가?
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Experiments

● G2가 Oversmoothing을 완화하는가?
● 10x10 regular grid, X are ramdomly 

sampled from uniform(0~1) (1dim)의 
그래프에서 실험함

● G2를 적용하는 경우 Dirichlet Energy가 
(거의) 상수로 유지됨

● 적용하지 않은 경우 급격하게 감소함

14<3x3 regular grid graph>



Experiments

● G2가 Node Classification을 할때 
Oversmoothing을 완화하는가?

● DropEdge와 GraphCON은 G2처럼 
Oversmoothing을 완화하는 목적의 모델

● Cora Citation Graph에서 Node Classification
● GCN을 그냥 사용하는 경우 레이어가 증가하면 

정확도가 떨어짐
● DropEdge, GraphCON은 레이어의 증가에도 

정확도가 덜 감소함
● G2는 레이어의 증가에 따라 정확도 증가
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Experiments

● G2가 Node Regression을 할때 Oversmoothing을 완화하는가?
● Chameleon and Squirrel 데이터셋은 웹페이지 간 연결과 이진 클래스를 가지는 

Heterophilic 데이터 세트이지만, 원본 데이터는 트래픽 데이터를 가지고 있음
● 이를 Normalize하여 Regression 데이터셋으로 활용함
● MSE를 비교한 결과 G2를 적용하지 않았을 때

보다 적용했을때 MSE가 감소하는 것을
볼 수 있음
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Experiments

● G2가 Homophily가 다를 때 어떠한 영향을 
끼치는가?

● 실험은 의사 Cora 데이터셋으로 진행됨
● Homophily가 1일때 모든 모델이 좋은 정확도를 냄
● Homophily가 감소할 수록 일반 모델은 정확도가 

비례하여 떨어짐
● 하지만 G2를 적용한 경우 80% 근처에서 정확도를 

유지함
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Questions?
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